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RESUMO

O crescente aumento de congestionamentos no trafego rodovidrio demanda pesquisas relacio-
nadas a mobilidade urbana. Essas pesquisas modelam o problema do trafego como de trajetdria,
a partir da anélise individualizada de objetos mdveis que continuamente transmitem sua geolo-
calizacdo. Um exemplo disso sdo os 6nibus do Rio de Janeiro. Tais veiculos funcionam como
sensores de trajetoria e produzem grande quantidade de dados. Algumas questdes, no entanto,
continuam em aberto, como caracteristicas do transporte publico em horarios de pico e compor-
tamentos sistémicos presentes nas diferentes regides que interfiram na mobilidade da cidade.
A agregacdo espaco-temporal dos dados das trajetérias dos modais urbanos oferece uma visao
sumarizada dos dados com potencial para identificacdo de padrdes sist€émicos. Este trabalho
visa a aplicar técnicas de identificagdo de motifs sobre esses dados agregados. Espera-se encon-
trar padrdes que expliquem as diferentes formacdes e propagacdes de atrasos, bem como outros

fendmenos escondidos sob esse grande volume de dados.

Palavras-chave: modelos de previsdo; séries temporais; agregacdo temporal; temperatura da

superficie do mar; Oceano Atlantico
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ABSTRACT

Extreme environmental events such as droughts affect millions of people all around the world.
Although it is not possible to prevent this type of event, its prediction under different time
horizons enables the mitigation of eventual damages caused by its occurrence. An important
variable for identifying occurrences of droughts is the Sea Surface Temperature (SST). In the
Tropical Atlantic Ocean, SST data are collected and provided by the Prediction and Research
Moored Array in the Tropical Atlantic (Prediction and Research Moored Array in the Tropi-
cal Atlantic (PIRATA)) Project, which is an observation network composed of sensor buoys
arranged in this region. Sensors of this type, and more generally Internet of Things (Internet
das Coisas (IoT)) sensors, commonly lead to data losses that influence the quality of data sets
collected for adjusting prediction models. In this paper, we explore the influence of temporal
aggregation in predicting step-ahead SST considering different prediction horizons and diffe-
rent sizes for training data sets. We have conducted several experiments using data collected by
PIRATA Project. Our results point out scenarios for training data sets and prediction horizons

indicating whether or not temporal aggregated SST time series may be beneficial for prediction.

Keywords: prediction models; time series; temporal aggregation; sea surface temperature;

Atlantic Ocean
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Capitulo 1

Introducao

O aumento da populacdo mundial em &reas urbanas associado ao grande nimero de veicu-
los presentes nas cidades provocam problemas como congestionamentos, acidentes e polui¢dao
[Ferreira et al., 2013; Chen et al., 2015]. No Brasil, o aumento de congestionamentos no trafego
rodovidrio de regides metropolitanas € assunto de preocupacao e de constante estudo. Em parti-
cular, o Rio de Janeiro desponta como a quarta cidade com pior trafego no mundo [tom, 2016].
Neste contexto, observa-se a necessidade de intensificacdo de pesquisas relacionadas a anélise
de dados do transporte e mobilidade urbana visando a identificacdo de fatores causadores de
congestionamento (gargalos).

Para entender a dindmica do transito urbano e identificar problemas comuns a mobilidade,
dados referentes a objetos moéveis siao coletados principalmente por meio de GPS. No Rio de
Janeiro, cada 6nibus da frota municipal possui um GPS associado que emite dados referentes a
sua geolocalizacdo. Desta forma, cada 6nibus corresponde a um objeto mével e se caracteriza
como um sensor de trajetdria que coleta e transmite sua localizacdo ao longo do tempo.

Para compreender estes dados, faz-se valer de técnicas de andlise de séries espagco-temporais.
As séries espago-temporais podem ser compostas por observagdes de objetos moveis ou de ob-
jetos permanentes [Frank, 2003]. Quando uma das propriedades variantes do objeto € a sua
posicao, a sequencia de observacdes do objeto mével configura o problema de trajetéria. Neste
contexto, estudam-se, por exemplo, rotas frequentemente observadas pelos objetos e caminhos
com propriedades semelhantes [Spaccapietra et al., 2008].

No contexto do monitoramento de Onibus, parte dessa andlise individualizada ja é conhe-
cida, uma vez que os mesmo tém linhas associadas e circulam nas rotas dessas linhas. Algumas
perguntas importantes ficam em aberto, como, por exemplo, caracteristicas do transporte pu-
blico em hordrios de pico, ou, também, comportamentos sist€micos presentes nas diferentes
regides, como padrdo de formagdo e propagacdo de engarrafamentos e identificacdo de pre-
senca de pontos de interesse, tais como shoppings, escolas e hospitais que possam interferir na
mobilidade de uma regido da cidade.

Visando cobrir tal lacuna, esta dissertacdo visa aplicar técnicas de mineracdo de dados de



identificacdo de motifs (padrdes nao conhecidos) sobre dados agregados de mobilidade urbana.
Na agregacdo espago-temporal, as informacdes sdo agregadas considerando-se um particiona-
mento do tempo (unidade temporal) e do espaco (unidade espacial). Na pratica, cada unidade
espacial (regido) passa a ter uma série espaco-temporal de objeto permanente associada. Esta
série é produzida a partir da agregacao das informacdes referentes aos diferentes objetos moveis
que percorrem a regido na unidade temporal analisada [Tao et al., 2004]. Intuitivamente, estas
séries espaco-temporais agregadas funcionam como sensores virtuais distribuidos. A agregacao
espaco-temporal favorece uma visdo sumarizada dos dados por regido. Desta maneira, a par-
tir da andlise dos dados de cada unidade espacial e das unidades vizinhas, € possivel entender
como engarrafamentos se propagam pela cidade.

Também € possivel identificar padrdes diferenciados que se repetem em regides especifi-
cas que possam indicar a presenca de pontos de interesse. Sendo assim, o desafio consiste
em identificar e analisar motifs nestas séries agregadas que promovam as respostas aos ques-
tionamentos supracitados. Desta forma, o trabalho pretende contribuir ao estabelecer novos
algoritmos e técnicas necessdrias para identificacio e andlise desses motifs em agregacdes de
séries espago-temporais de mobilidade urbana.

Além dessa introdugdo, o trabalho se divide em mais quatro outras secdes. A se¢do 2 apre-
senta a revisao da literatura. A se¢do 3 apresenta os trabalhos relacionados. A proposta propri-
amente dita é apesentada na secdo 4. Finalmente, a secdo 5 apresenta o estado atual do trabalho

o planejamento da dissertagao.



Capitulo 2

Preliminares

Séries espago-temporais sdo definidas como sequéncia de observacdes que contém dados
sobre o local e momento em que coleta foi feita [Cressie and Wikle, 2015]. As séries espago-
temporais podem ser caracterizadas como observacdes de objetos mdveis ou objetos perma-
nentes. Os objetos que tem dados de sua localiza¢ido variantes com o tempo sdo classificados
como mdveis. A sequéncia de observacdes sobre objetos moveis € classificada como trajeto-
ria. A trajetéria é o modelo de dados mais aplicado a problemas relacionados ao trafego [Chen
et al., 2015]. Entretanto, estudos que se relacionam mais diretamente com o tema deste tra-
balho sdo aqueles em que se agrega informacgdes do objeto [Tao et al., 2004], gerando séries
espaco-temporais associados a objetos permanentes.

A agregacdo de dados de objetos mdveis pode ser feita de diferentes formas. Os tipos
basicos de agregacdes existentes sdo Espacial (S), Temporal (T') e Atributiva ou categorica (A).
Outros tipos de agregacdo podem ser feitos a partir da combinagdo dos tipos basicos, como
SXT,SXTxAeSxSxTxT [Chen et al., 2015]. Neste trabalho, a agregacdo aplicada
¢ a Espaco-Temporal (S x T'), em que o resultado esperado € composto por séries temporais
(T) associadas a pontos geogréficos permanentes (S). Tais agregacdes podem ser interpretadas
como sensores virtuais correspondente a regido agregada.

As séries temporais apresentam subsequéncias que se repetem com frequéncia. Alguns dos
padrdes que se repetem ndo sdao conhecidos, configurando motifs [Esling and Agon, 2012]. A
identificagdo de motifs podem ser feita sobre séries temporais univariadas ou multivariadas.
Neste trabalho, as séries espago-temporais obtidas apds a agregacdo S x T sdo multivariadas

[Wang et al., 2016] [Vahdatpour et al., 2009].



Capitulo 3

Trabalhos Relacionados

Diversos trabalhos foram desenvolvidos recorrendo a agregacdes espago-temporais para li-
dar com problemas de mobilidade urbana. Normalmente, as agregacdes feitas nessas pesquisas
sdo baseadas em regides (AETR), definidas através da projecdo de grades sobre a regido ob-
servada [Ferreira et al., 2013; Andrienko and Andrienko, 2008; Adrienko and Adrienko, 2011;
Ferreira et al., 2013]. Nessa classe de trabalhos, pode-se destacar Andrienko and Andrienko
[2008], que adotam a agregacdo espago-temporal baseada em regides, enquanto Adrienko and
Adrienko [2011] adotam dois tipos diferentes de agregacdo - baseada em tempo e em pontos
geograficos permanentes (AETP). A agregacdo baseada em pontos geogréficos permanentes
adotada por Adrienko and Adrienko [2011] considerou os pontos turisticos da regido observada
como sensores virtuais.

A identifica¢do de motifs em séries espaco-temporais nao tem sido explorada na literatura.
Em contrapartida, h4 diversos trabalhos que envolvem identificacdo de motifs sobre séries tem-
porais (IMS) [Li and Nallela, 2009]. Cassisi et al. [2013], por exemplo, aplicou a técnica a
problemas relacionados a sismica, Jiang et al. [2008] ao mercado financeiro e Chi et al. [2012]
ao reconhecimento facial. Apesar dos trabalhos listados aplicarem a técnica a problemas reais,
a maioria dos trabalhos estudam séries temporais univariadas.

No contexto de mobilidade urbana, a identificacdo de motifs € feita sobre dados de trajetoria
(IMT). Schneider et al. [2013] faz uma anélise a partir de dados de trajetéria individuais. Ape-
sar deste trabalho também visar a identificacdo de motifs em problema de mobilidade urbana,
o modelo de dados aplicado € o de séries espaco-temporais associadas a pontos geograficos
permanentes. Desta forma, as técnicas de identificacdo de motifs em trajetérias nao se adequam
ao problema proposto nesse trabalho.

A tabela 1 apresenta os trabalhos relacionados e as técnicas aplicadas. Areas mais explora-
das sdo a identificac@o de motifs em séries temporais e a agregacao espaco-temporal baseada em
regido. Nao foram observados trabalhos associados a identificagdo de motifs em séries espaco-
temporais associadas a objetos permanentes. Observa-se, portanto, uma lacuna para estudo com

amplo potencial de exploracdo.



Tabela 1: Comparagado dos trabalhos relacionados

Trabalho AETR AETP IMS IMT
Ferreira et al. [2013] X

Andrienko and Andrienko [2008] X

Adrienko and Adrienko [2011] X

Cassisi et al. [2013]
Jiang et al. [2008]
Chi et al. [2012]
Schneider et al. [2013] X

el




Capitulo 4

Proposta

Este trabalho tem como objetivo explorar motifs em agregacdes de séries espaco-temporais
de mobilidade urbana. O trabalho se divide nas fases de pesquisa, implementa¢do e experimen-
tacdo. Durante a fase de pesquisa, a fundamentagao tedrica € desenvolvida e aprimorada. A fase
de implementacgdo, por sua vez, se divide em trés etapas principais: (i) selecdo de objetos per-
manentes (estacdes), (ii) agregacao espacgo-temporal e (iii) identificacdo de motifs. A solugdo
implementada é aplicada a uma cole¢@o de dados na fase de experimentacdo. Posteriormente,
faz-se, entdo, uma andlise do significado e relevancia dos motifs encontrados, confrontando al-
guns padrdes que possam indicar a presenca de pontos de interesse com suas reais localizacgoes.

A selecdo de estagdes tem como objetivo definir objetos permanentes (S) que atuem como
sensores virtuais na agregacao espaco-temporal. Siao considerados os dados de localizacao de
todos os pontos de dnibus da cidade do Rio de Janeiro disponiveis no Portal de Dados Abertos da
Prefeitura do Rio de Janeiro [dat, 2016]. Como algumas dreas tem-se maior presenca de pontos
de 6nibus do que outras, estes pontos foram agrupados utilizando o algoritmo de agrupamento
DBSCAN [Borah and Bhattacharyya, 2004]. Cada estacdo passa a ser representada por um
medoid dos pontos presentes em cada grupo identificado. O objetivo desta técnica € evitar a
interferéncia e sobreposicdo de pontos muito préximos na agregacao espago-temporal.

A etapa de agregacdo espaco-temporal € iniciada com a associacdo das observacdes dos
objetos moveis a uma estagdo. Os objetos moveis que atuam como sensores de trajetéria sao
os Onibus do municipio do Rio de Janeiro e seus os dados também podem ser obtidos no Portal
de Dados Abertos da Prefeitura do Rio de Janeiro [dat, 2016]. A agregacdo espago-temporal
considera a velocidade média, quantidade e lista de dnibus e de linhas préximos as estacoes,
considerando-se as unidades de tempo estabelecidas. As agregagdes calculam estas grandezas
tanto no geral quanto por sentido (norte, sul, leste, oeste). Ao fim dessa etapa, sdo obtidas séries
espaco-temporais multivariadas para cada estacdo.

Uma vez que as séries espago-temporais sejam produzidas, aplica-se a identificacdao de mo-
tifs sobre essas séries. Em funcdo das propriedades destes dados, pretende-se desenvolver um

algoritmo, inspirado em random projection [Li and Nallela, 2009], que introduza restri¢cdes



espaco-temporais na identificacdo destes padrdes. Estas restricdes espaco-temporais visam ob-
servar padroes que se propagam ao longo de uma vizinhanca. Deste modo, espera-se que sejam

emanados padrdes capazes de responder as questdes de pesquisa previamente mencionadas.



Capitulo 5

Estado Atual do Trabalho

Seguindo o processo de implementacdo descrito na Secao 4, inicialmente foram definidas as
estacoes (1:Estacdes) que funcionam como pontos permanentes a agregacao espaco-temporal.
O primeiro passo € converter os dados geodésicos em um plano cartesiano. Para tanto, foi de-
finido um ponto inicial Py(lat,long) referente a menor latitude e longitude do espago amostral.
Em seguida, os pontos de dnibus foram convertidos em pares ordenados, de modo que um ponto
de 6nibus Py (lat,long) seja convertido em P(x,y) tal que x e y sdo a distdncia Harversine en-
tre Py(latp,,longp,) e Py e a distdncia Harversine entre P3(latp, ,longp,), respectivamente. Os

valores de x e y estdo representados na Figura 1.
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Figura 1: Conversao dos dados de localizacdo  Figura 2: Estacdes obtidas aplicando o al-
dos pontos de dnibus. goritmo de agrupamento DBSCAN sobre os
pontos de dnibus do Rio de Janeiro.

Os pares ordenados obtidos com o processo de conversdo dos dados de localizagdo dos
pontos de Onibus foram agrupados por DBSCAN, considerando eps de 300 metros € 0 minimo
de um ponto. A partir dos 7020 pontos de 6nibus obtidos pelo Portal de Dados Abertos do Rio de
Janeiro, foram geradas 307 estagdes. Na Figura 2, os marcadores vermelhos indicam as estacdes
obtidas apds o agrupamento dos pontos de 6nibus. O tamanho do marcador € proporcional a
quantidade de pontos que foram agrupados.

As observacdes de GPS sobre os 6nibus da cidade do Rio de Janeiro devem ser associadas as

estacdes, de modo que cada observacao seja associada a estacdo mais proxima. Em seguida, os



dados foram agregados as estacdes, considerando um Af de 1 minuto. No processo de agregacdo
foram obtidos dados referentes a contagem de linhas e de 6nibus, velocidade média de 6nibus
associados a estacdo e listagem das linhas e dos Onibus associados a estacdo no momento.
Inicialmente, o processo foi executado sobre dados do dia 26 de junho de 2015. Das mais de 4
milhdes de observacdes individuais de Onibus, foram geradas 278.307 observacdes agregadas.

Além da agregacdo considerando o At = Iminuto , serdo realizadas agregacdes espago-
temporais considerando o At = 4minutos e At = 8minutos. ApOs o processo de agregacio
(2:Agr. Temp.), teremos como resultado séries espaco-temporais associadas a pontos permanen-
tes. Com as séries espaco-temporais definidas, o desenvolvimento de algoritmos para identi-
ficacdo de motifs (3:1d.Motifs) serd realizada. A conclusdo prevista para os algoritmos motifs
¢ janeiro de 2017, abrindo espago para experimentacdo (4:Aval.Exp.) e andlise dos resultados
obtidos (5:Ana.Result.).

As pesquisas e a producao textual estdo sendo realizada em paralelo as demais etapas. A
fundamentagdo tedrica (6:Fund.Teo.) se encontra em fase de desenvolvimento e tem conclusdo
prevista para setembro de 2016. A solugdo proposta (7:Metodologia) neste trabalho serd descrita
de forma mais precisa e detalhada até janeiro de 2017. O experimento e seus resultados serdao
explorados apds a etapa de experimentacao, levando em conta a producao de artigo (8:Artigo)
associado.

A defesa da dissertacdao (9:Defesa) estd prevista para setembro de 2017. O cronograma,
indicado na tabela 2, prevé as etapas abordadas neste trabalho. A tabela indica os meses de

previsdo de conclusdo de cada uma das etapas.

Tabela 2: Cronograma de desenvolvimento da dissertagdo

jun-  ago- out- dez-  fev- abr-  jun-  ago-

Atividade
jul set nov jan mar mai jul set

1:Estacoes
2:Agr.Temp. X
3:1d.Motifs X
4:Aval .Exp.

5:Ana.Result. X X
6:Fund.Teo. X
7:Metodologia

8:Artigo X X X
9:Defesa X

X
X

<

<
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