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Estudo de técnicas de mineracdo de dados, i.e., extragdo de conhecimento a partir de

grandes volumes de dados. O processo de extracdo de conhecimento contempla a analise

exploratoria de dados, pré-processamento, identificacdo de outliers, padrdes frequentes,

classificacdo, agrupamento e datawarehouses.
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OBJETIVO GERAL

Dominar o processo de mineracao de dados e todos os elementos relacionados ao processo
de extracdo de conhecimento a partir de grandes volumes de dados. E dada uma énfase
importante no pré-processamento de dados, uma vez que o conhecimento dos dados auxilia

na identificacdo das mais adequadas técnicas de mineracdo de dados a serem adotadas.

METODOLOGIA

e Aulas expositivas com recursos audiovisuais

e Desenvolvimento de estudos de casos em laboratério, com uso de desenvolvimento

dirigido por testes.

e Atendimento e orientacédo do professor visando o desenvolvimento de uma monografia.

CRITERIOS DE AVALIACAO

A avaliacdo semestral envolve uma prova (P) e uma monografia (M). As datas das provas sao
agendadas entre o professor e a turma. A média parcial (MP) sera calculada pelo cémputo da

média ponderada simples entre as notas dos seminarios e monografia:

MP = 0.5*P + 0.5*M

Segundo o regimento do CEFET-RJ, caso o aluno obtenha média parcial inferior a 3,0 (trés e
zero) estara reprovado diretamente. Graus MP maiores ou iguais a 7,0 (sete e zero) aprovam
diretamente o aluno. Em situac6es onde o aluno tenha grau MP entre 3,0 inclusive e 7,0
exclusive, tera direito a uma prova final (PF), que, juntamente com a média parcial gerara uma
nova média, denominada média final (MF). Essa média é calculada da seguinte forma:

MF = (MP + PF) /2

Para ser aprovado, o aluno deve alcancar uma média final MF maior ou igual a 5,0 (cinco e
zero). Caso contrario, estara reprovado, devendo repetir a componente curricular.
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PROGRAMA

No

Introducéao

a. Definicdo de mineracao de dados
b. Aplicagbes de mineragao de dados
c. Desafios em mineracao de dados

Entendendo melhor os dados

a. Tipos de objetos e atributos

b. Estatistica basica
c. Visualizacdo de dados

d. Medicdes de similaridade/dissimilaridade
Preparacéo (pré-processamento) de dados

Limpeza de dados
Integracéo de dados
Reducéo de dados

Identificacédo de outliers
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Classificacéo
a. Lazy Learning
b. Naive Bayes
c. Arvore de regressao
d. Redes Neurais
e. SVM
Agrupamento
a. Métodos de particdo
b. Métodos hierarquicos
c. Densidade
Padrdes frequentes
Datawarehouse
a. Introducao
b. Data Cube/OLAP

Anélise de componentes principais

Transformacéao/Discretizacao




